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Embedded Vision erobert den Markt

Industrielle Bildverarbeitung auf kompakten Gerditen

Embedded-Vision-Systeme halten in immer mehr Fertigungsprozessen
Einzug © Adobe Stock_502755326_standard

Der Einsatz von industrieller Bild-
verarbeitung in Embedded-Systemen
(Embedded Vision) ist ein starker
Wachstumstrend. Dabei macht es
Sinn, moderne Kl-Technologien wie
Deep Learning in entsprechende
Lésungen zu integrieren. Dadurch
lassen sich noch robustere Erken-
nungsraten erreichen und neue
Anwendungen realisieren. Als optimal
erweist sich hierbei die geschickte
Kombination aus Kl-Verfahren und
regelbasierten Systemen.

Stark steigende Nachfrage

Der Markt fir Embedded-Systeme
boomt. Der Grund hierfr liegt vor
allem in der stark zunehmenden
Verbreitung von mobilen Geraten,
in denen entsprechende Systeme
integriert sind. Dies betrifft sowohl
den Consumer-Sektor als auch das
industrielle Umfeld. So ist eine enorm
steigende Nachfrage nach immer
leistungsfahigeren Handys, Smart-
phones und Tablets zu beobachten.
Die Hersteller haben darauf reagiert,
entwickeln immer leistungsfahigere
Gerate und bringen diese in hohem
Tempo auf den Markt.
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Anforderungen: Robust und
langzeitverfiigbar

Von dieser Entwicklung profitie-
ren auch industrielle Einsatzszena-
rien, denn kompakte Devices wie
Smartkameras, mobile Vision-Sen-
soren, SoMs (System on Modules)
und SoCs (System on Chips) stehen
den Consumer-Geraten in Sachen
Leistungsfahigkeit in nichts nach.
Allerdings unterscheiden sich die
Anforderungen im industriellen
Umfeld stark von denen im Con-
sumer-Bereich: So missen Indus-
trie-Devices langfristig am Markt
verfugbar sein, was entsprechend
langere Produktlebenszyklen von
mindestens zehn Jahren erfordert.
Zudem sollten sie eine hohe Aus-
fallsicherheit aufweisen und auch
mit rauen Industrie-Bedingungen
zurechtkommen.

Embedded-Gerate punkten
mit klaren Vorteilen

Signifikant ist jedoch, dass Embed-
ded-Gerate im industriellen Kontext
haufig mit stationaren, PC-basier-
ten Systemen konkurrieren. Dabei
zeichnen sich Erstere durch einige
bedeutende Vorteile aus: Trotz ihrer
Leistungsfahigkeit haben sie einen
geringeren Platzbedarf und ver-
brauchen deutlich weniger Strom,
was die Emission von Abwarme
erheblich reduziert. Darliber hinaus
sind sie wesentlich preisglnstiger
am Markt erhaltlich als stationare
Systeme. Und schlieRlich sind Em-
bedded Devices mittlerweile den
rauen Industriebedingungen bes-
ser gewachsen als Industrie-PCs.

Alle diese Vorteile fiihren zu einer
stark zunehmenden Nachfrage nach
Embedded-Systemen.

Machine-Vision-Systeme

Daher wird es immer wichtiger,
dass sich darauf auch Verfahren
der industriellen Bildverarbeitung
(Machine Vision) nutzen lassen. Auf
regularen, stationaren Industrie-PCs
werden Machine-Vision-Systeme
wie beispielsweise die Standardsoft-
ware HALCON von MV Tec seit lan-
gem erfolgreich fir verschiedenste
Bildverarbeitungsaufgaben einge-
setzt. So lassen sich damit beispiels-
weise Objekte aller Art ausschlie-
lich anhand duflerer Merkmale auto-
matisiert und mit hoher Genauigkeit
identifizieren. Dabei werden Bild-
einzugsgerate wie Kameras oder
3D-Sensoren an unterschiedlichen
Standorten platziert, um die Pro-
duktionsprozesse aufzunehmen.
Die hierbei erzeugten digitalen Bild-
daten lassen sich in der integrierten
Machine-Vision-Software verarbei-
ten und fir weitere Anwendungen
in der automatisierten, industriellen
Wertschdpfungskette nutzen. Dazu
zahlen neben der Objekterkennung
unter anderem auch die Fehlerin-
spektion sowie das prazise Hand-
ling von Produkten und Werkstiicken.

Embedded Vision erfordert
performante Hardware

Wird Machine Vision mit der
Embedded-Welt kombiniert, spricht
man von Embedded Vision. Wie
bereits erwahnt, verfligen die mei-
sten Embedded-Gerate schon
heute (iber leistungsfahige CPUs
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und GPUs, um robuste Machine-
Vision-Funktionen zum Laufen zu
bringen. Wichtig dabei: Die Bildver-
arbeitungssoftware sollte durchgan-
gig kompatibel mit bedeutsamen
und gangigen Embedded-Platt-
formen sein. Dazu zahlt beispiels-
weise die Arm-Prozessor-Architek-
tur, die mittlerweile in einem GroR-
teil der Smartphones und in vielen
weiteren mobilen Devices verbaut
ist. Diese Kompatibilitat gewéhrlei-
stet, dass auf den Embedded-Gera-
ten robuste Bildverarbeitungsfunk-
tionen laufen, die ansonsten aus-
schlieBlich stationéren PC-Syste-
men vorbehalten sind.

Deep Learning

Eine immer grofliere Bedeutung
im Embedded-Vision-Kontext erlan-
gen moderne Verfahren, die auf
kiinstlicher Intelligenz (KI) basie-
ren. Besonders relevant ist hier-
bei Deep Learning, das auf einer
Architektur von neuronalen Netzen
(Convolutional Neural Networks,
CNN) aufbaut. Die KI-Technologie
gilt als einer der wichtigsten Trei-
ber fiir die rasante Entwicklung von
immer leistungsfahigeren Embed-
ded-Systemen. Dabei ist das Herz-
stiick von Deep Learning ein umfas-
sendes Training, das auf der Aus-
wertung einer grolken Menge von
digitalen Bilddaten beruht. Im Rah-
men des Trainingsprozesses lernen
die Deep-Learning-Algorithmen
typische Eigenschaften, aufgrund
derer sich die zu identifizierenden
Objekte bestimmten Klassen eindeu-
tig zuordnen lassen. Dadurch ist es
mdglich, noch robustere Erkennungs-
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Ki-Beschleuniger wie beispielsweise das Hailo-8 M.2-Modul kénnen als
kompakte Module in viele Devices integriert werden
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Moderne Embedded Devices bieten eine konkurrenzféhige Leistung bei
geringerem Platzbedarf und weniger Stromverbrauch
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raten zu erzielen und die Machine-
Vision-Prozesse deutlich zu verein-
fachen. Darliber hinaus lassen sich
durch den Einsatz von Deep Lear-
ning ganz neue Anwendungen rea-
lisieren, die in dieser Form bislang
nicht denkbar waren.

Deep-Learning-
Beschleuniger driicken
aufs Tempo

Wie alle Kl-Technologien stellt
Deep Learning allerdings enorm hohe
Anforderungen an die Rechen-Per-
formance. Um die Algorithmen mit
hoher Geschwindigkeit auszufiihren,
bendtigen entsprechende Embedded-
Systeme sehr leistungsfahige Hard-
ware-Komponenten. Daflir kommen
neben CPUs und GPUs auch soge-
nannte Deep-Learning-Beschleuniger
in Betracht. Hierbei handelt es sich
um spezielle Module, die beispiels-
weise auf den SoMs platziert sind
und die Geschwindigkeit der Deep-
Learning-Ablaufe signifikant erhdhen.

Parallelisierte Verarbeitung

Deep-Learning-Beschleuniger bie-
ten einen entscheidenden Vorteil, der
sich inshesondere beim Vergleich
der Funktionsweise von CPUs und
GPUs offenbart: So verarbeitet eine
CPU die Prozesse typischerweise in
serieller Abfolge. Eine GPU hingegen
verfligt iber mehr als 1.000 Parallel-
kerne, sodass sie die Netze paralleli-
siert verarbeiten kann. Dadurch I&sst
sich die Zeit fiir die Deep-Learning-
Ausflhrung, die sogenannte Infe-
renz, erheblich reduzieren.

Dedizierte Deep-Learning-
Beschleuniger bieten neben der par-
allelisierten Verarbeitung der Netze
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noch weitere Vorteile, die vor allem
im Embedded-Bereich zum Tragen
kommen. Trotz ihrer vergleichbaren
Leistungsfahigkeit sind sie wesent-
lich kleiner und energieeffizienter
als GPUs. Damit lassen sie sich
auch direkt in kompakte Embedded-
Devices wie zum Beispiel Smart-
Kameras integrieren. Darliber hinaus
sind sie in der Regel auch preiswerter
als Hochleistungs-GPUs.

Leistungssprung bei Deep-
Learning-Anwendungen

Diese Vorteile lassen die Nach-
frage nach Deep-Learning-Beschleu-
nigern in die Hohe schnellen. Daher
entwickeln viele Hersteller mit Hoch-
druck entsprechende Systeme in ver-
schiedenen Ausflihrungen und bie-
ten sie am Markt an. Nicht verwun-
derlich, denn durch den Einsatz sol-
cher Beschleuniger kann auf Embed-
ded-Systemen erstmalig eine Deep-
Learning-Inferenz realisiert werden,
die in puncto Performance mit einem
Midrange-PC mithalten kann. Dies
bedeutet einen enormen Leistungs-
sprung bei Deep-Learning-Anwen-
dungen. Zum Vergleich: Die Ausfiih-
rung klassischer Bildverarbeitung auf
einer CPU nimmt auf Embedded-
Geraten in der Regel etwa flinf- bis
zehnmal mehr Zeitin Anspruch als
auf einem Mittelklasse-PC.

Anwendungsbereiche
priifen

Auch wenn die Vorteile von Deep
Learning im Rahmen von Embedded
Vision klar auf der Hand liegen, ist
die Kl-Technologie nicht fiir alle
Anwendungsfalle immer die opti-
male Wahl. Zwar ist Deep Lear-

Embedded Systeme

ning fur die klassischen Einsatzge-
biete Klassifizierung, (pixelgenaue)
Objekterkennung und die Identifika-
tion von Defekten bestens geeig-
net. In anderen Bereichen stoft
die Technologie jedoch schnell an
ihre Grenzen: Der Grund hierfiir
liegt vor allem darin, dass Deep-
Learning-Netze per se als ,Black
Box* konzipiert sind. Daher bieten
sie kaum Einblick in die internen
Prozesse, sodass diese sich nur
schwer nachvollziehen lassen. Daru-
ber hinaus erfordert Deep Learning
— wie bereits erwahnt — sehr per-
formante und spezialisierte Hard-
ware-Plattformen. Kompakte, in-
dustrietaugliche Embedded Devices
verfigen jedoch nicht immer dber
diese Kapazitaten. Und schlieflich
gibt es Anwendungsfélle, in denen
Deep Learning schlicht tiberdimen-
sioniert ist. Hier ermdglichen klas-
sische Bildverarbeitungsverfahren
auf einer CPU meist effizientere
L6sungen.

Deep Learning gekonnt
mit regelbasierten Systemen
kombinieren

Aus diesen Grinden macht es
im Embedded-Umfeld haufig Sinn,
Deep Learning und traditionelle,
regelbasierte Machine-Vision-
Methoden im Rahmen eines hybri-
den Ansatzes intelligent miteinan-
der zu kombinieren. Letztere kon-
nen Licken in der Deep-Learning-
Funktionalitdt schlieBen und den
Weg fiir eine durchgangige End-
to-End-Lésung ebnen. So lassen
sich damit beispielsweise die Ent-
scheidungskriterien innerhalb von
Deep-Learning-Prozessen transpa-
renter gestalten. Denn in bestimm-
ten Industriebranchen ist es uner-

lasslich, die Grinde flir spezifische
Entscheidungen komplett nachzu-
vollziehen. Im Rahmen von regel-
basierten Systemen lassen sich
bestimmte Entscheidungskriterien
fiir die Klassifizierung von Objekten
gezielt einsehen. Zudem kann ein
hybrider Ansatz die Auswertung
auch beschleunigen: Wahrend der
in das Embedded-Gerét integrierte
Deep-Learning-Beschleuniger die
Inferenz durchfiihrt, kann die dadurch
entlastete CPU gleichzeitig andere,
regelbasierte Verarbeitungsschritte
(zum Beispiel Vor- oder Nachver-
arbeitung der Bilddaten) durch-
fuhren. Im Ergebnis sind regelba-
sierte Verfahren also geradezu pra-
destiniert, um die Schwachen von
Deep Learning auszugleichen. So
lassen sich damit im Embedded-
Vision-Kontext prazisere, schnel-
lere und besser nachvollziehbare
Ergebnisse erzielen.

Fazit

Vom sich stetig weiterentwickeln-
den Angebot an leistungsstarken
Embedded-Systemen flir den Con-
sumer-Bereich profitieren auch in-
dustrielle Anwendungen. Durch die
gewonnene Leistung kann nun eine
gréRere Bandbreite von Machine-
Vision-Aufgaben auf Embedded-Sys-
temen gel6st werden. Die Ldsungen
entfalten dabei die besten Vorteile
flr die Anwender, wenn sie Deep-
Learning-Verfahren gekonnt mit
regelbasierter Bildverarbeitungs-
algorithmik kombinieren. Durch die
Synthese beider Technologie-Welten
entsteht ein ausbalanciertes, hybri-
des Embedded-Vision-System, das
die Hardware passgenau auslastet
und optimal nachvollziehbare Pro-
zesse gewahrleistet. <

Smart-Kameras konnen mit KI-Beschleuniger-Chips um Deep-Learning-
Funktionalitdten erweitert werden. © MVTec Software GmbH



