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Machine Learning

Losungen fiir maschinelles Lernen an der Edge
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Bild 1: Damit Machine Learning auf eingebetteter Hardware lduft, miissen
die Modelle quantisiert und optimiert werden © Gowin Semiconductor
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Maschinelles Lernen direkt im
Gerat kann unzahlige Produkte revo-
lutionieren, sei es durch die Katego-
risierung von Objekten aus einem
Bildsensor, von Gesten aus einem
Beschleunigungssensor oder von
Satzen aus einem Audio-Stream.
Hierflir miissen die Algorithmen
jedoch auf eingebetteten Kompo-
nenten laufen. Das birgt einige He-
rausforderungen. Doch die lassen
sich lésen.

Um Lésungen auf Basis von
maschinellem Lernen zu entwickeln,
sind mehrere technische Disziplinen
erforderlich. Die meisten Unterneh-
men haben allerdings nur einige
davon im Haus verflighar. Haufig
werden dann Data Scientists, Inge-
nieure fiir maschinelles Lernen und
Softwareentwickler eingestellt, die

Modelle fiir maschinelles Lernen
erstellen, trainieren, abstimmen
und testen konnen. Die Krux: Diese
Modelle laufen in aller Regel nicht
auf eingebetteter Hardware oder
mobilen Geraten. Denn die mei-
sten Machine Learning Engineers
haben noch nie Modelle auf einge-
betteter Hardware eingesetzt und
kennen sich mit den eingeschrank-
ten Ressourcen nicht aus. Fir den
Einsatz von trainierten Modellen auf
mobilen SoCs, FPGAs und Mikro-
prozessoren muss das Modell opti-
miert und quantisiert werden.

Halbleiterhersteller stehen wiede-
rum vor der Aufgabe, Produkte zu
entwickeln, die neue Anforderungen
an Leistung, Kosten und Formfak-
tor erflillen — und das unter engen
Time-to-Market-Vorgaben. Bei
Schnittstellen, Ein- und Ausgan-
gen sowie Speichernutzung ist Fle-
xibilitat gefragt, damit die Losungen
unterschiedliche Anwendungsfalle
abdecken.

TensorFlow Lite erleichtert
Optimierung und
Quantisierung

Dank Googles TensorFlow Lite ist
das in den letzten Jahren etwas ein-
facher geworden. Die Open-Source-
Plattform fiir maschinelles Lernen
enthalt jetzt auch Skripte, mit denen
sich Machine-Learning-Modelle in
einer ,Flatbuffers*-Datei (oder *tflite)
optimieren und quantisieren lassen.
Dabei werden Parameter genutzt,
die fir eine bestimmte Einsatzum-
gebung konfiguriert wurden.

Im Idealfall kann eine Embed-
ded-Hardware-Ldsung die Flatbuf-
fer-Dateien aus TensorFlow direkt
importieren, ohne auf proprietare
oder hardwarespezifische Opti-
mierungstechniken auferhalb des
TensorFlow-Okosystems  zurtick-
greifen zu missen. Dann kénnen
Software- und Hardware-Ingeni-
eure die quantisierte und optimierte
Flatbuffer-Datei einfach auf FPGAs,
SoCs und Mikrocontrollern einset-
zen (Bild 1).

Embedded Hardware: SoC,
MCU und FPGA im Vergleich

Embedded-Hardware-Plattformen
verfligen nur iiber eingeschrankte

Ressourcen, sind wenig entwick-
lungsfreundlich und anspruchsvoll
beim Einsatz. Dafiir winken als Beloh-
nung ein geringer Stromverbrauch,
niedrige Kosten und Lésungen mit
geringen Abmessungen. Was bieten
SoCs, Mikrocontroller und FPGAS?

SoCs haben die héchste Lei-
stung und viele gangige Schnitt-
stellen, aber in der Regel auch den
hdchsten Stromverbrauch. Durch
die schnittstellenspezifischen Ein-
und Ausgénge belegen sie viel
Chipflache. Das macht sie relativ
kostenintensiv.

Mikrocontroller punkten mit sehr
geringem Stromverbrauch und
kleinem Formfaktor, dafiir sind
sie aber oft sehr begrenzt bei der
Machine-Learning-Leistung und den
Modellfahigkeiten. Modelle, die am
oberen Ende des Produktportfolios
angesiedelt sind, bieten meist nur
spezialisierte Schnittstellen, wie
Kameras oder digitale Mikrofone.

FPGAs besetzten einen breiten
Bereich zwischen Mikrocontrol-
lern und SoCs. Sie sind mit einer
groRen Auswahl an Gehausen und
flexiblen Ein- und Ausgéngen erhélt-
lich. Damit kénnen sie jede flir eine
bestimmte Anwendung bendtigte
Schnittstelle aufnehmen, ohne Silizi-
umfl&che zu verschwenden. Zudem
sorgen die Konfigurationsmaéglich-
keiten dafir, dass sich Kosten und
Stromverbrauch mit der Leistung und
der Integration zusétzlicher Funkti-
onen skalieren lassen. Problema-
tisch bei der Nutzung von FPGAs
fir maschinelles Lernen ist deren
mangelnde Unterstlitzung und Inte-
gration in SDK-Plattformen wie Ten-
sorFlow Lite (Bild 2).

Machine Learning FPGAs

Um diese Schwachstelle zu besei-
tigen, stellt Gowin Semiconductor
auf seiner GoAl-2.0-Plattform ein
SDK zur Verfiigung, das Modelle
und Koeffizienten extrapoliert sowie
C-Code fur denin den FPGAs inte-
grierten ARM-Cortex-M-Prozessor
und Bitstream bzw. Firmware fir die
FPGAs generiert.

Eine weitere Herausforderung
besteht im groen Bedarf an Flash
und RAM von Machine-Learning-
Modellen. Neue hybride pSoC-
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ELs/Empeaded dysteme:

Machine Learning
= TensorFlow Flatbuffers (*.tflite) file
= Deployment SDK
= Weight & Bias Coefficients
= Microprocessor Model Firmware
= NPU FPGA Firmware

Camera
= Parallel, MIPI CSI-2 (D-PHY or C-PHY)
= LVDS, SubLVDS, HiSPi

Video
= HDMI, Parallel, MIPI DSI (D-PHY or C-PHY)

Microphone
= |2S, PWM, PDM, Analog

MU
= 12C, SPI, UART

L

Video
= HDMI, LVDS, Parallel/MIPI DPI
= MIPI DSI, CSI-2 (D-PHY or C-PHY)

Peripheral
= |12C, SPI, UART, I12S, PWM, PDM, GPIO

Wireless
= Bluetooth Low Energy

FPGA Embedded Hardware Modules

= ARM Cortex-M1/M3 Microprocessor
= GoAl 2.0 NPU Coprocessor

= 8MB Extended PSRAM Layer Memory

Bild 2: FPGAs bieten fiir jede Anwendung die richtige Schnittstelle und leichte Skalierbarkeit © Gowin Semiconductor

FPGAs wie der Gowin GWINSR4P  der Stange" suchen, die aber nicht  entlasten die Anbieter die Unterneh-
erfilllen diesen, indem sie4-8 MB  wissen, wie sie die Embedded Hard-  men, so dass diese weniger Res-
zusatzliches PSRAM einbetten.  ware ansprechen sollen. Mitderarti-  sourcen im Bereich des embedded
Beim GW1INSRA4P ist das speziell gen Programmen unterstiitzenund ~ Machine Learnings und der Imple-

fur den GoAl 2.0-Copro-

mentierung auf eingebet-
teter Hardware bendtigen
(TinyML) und sich star-
ker auf ihre Produktent-
wicklung konzentrieren
kénnen.

Fazit

Lokales, eingebette-
tes maschinelles Lernen
ist aktuell ein beliebtes
und standig wachsendes
Feld fir viele Produktent-
wickler. Allerdings gibt
es erhebliche Heraus-
forderungen, da Ingeni-
eure verschiedener Dis-
ziplinen und Fachgebiete
fur die Entwicklung die-
ser Lésungen nétig sind.
Einige Anbieter von pro-
grammierbaren Halblei-
tern beantworten diese
durch die Nutzung popu-
larer Okosystem-Tools
fur eingebettete Hard-

ware sowie mit Geraten mit fle-
xiblen Schnittstellen und erwei-
terten Speichern, neue Software-
Tools und Design-Services. <«

zessor zur beschleunigten
Verarbeitung und Spei-
cherung von Faltungs-
und Pooling-Schichten

GOWIN FPGA (GW1NSR4, GW2AR18, GW2A55)

ARM ITCM (32KB)
12C Camera Config
Cortex-M1/M3 DTCM (4KB)

vorgesehen. Es wird in
Verbindung mit seinem
Hardware Cortex-M-IP
verwendet, der die
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steuert (Bild 3).

Design-Services-
Programme

Viele Anbieter program-
mierbarer Halbleiter sor-
gen zudem mit Design-
Services-Programmen
fur steilere Lernkurven
bei ihren Kunden bei
der Nutzung von einge-
betteter Hardware fir
maschinelles Lernen.
Das gilt auch fiir Gowin:
Das GoAl-Design-Ser-
vices-Programm unter-
stlitzt Nutzer, die eine
Ein-Chip-Lésung fir
die Klassifizierung oder
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Machine Learning Model

Implementierungsunter-

stlitzung von getesteten  Bild 3: Mit zusdtzlichem PSRAM ermdglicht der GWTNSR4P von Gowin ein Maximum an Layer-Breite und damit eine
trainierten Modellen ,von  beschleunigte Verarbeitung und Speicherung von Faltungs- und Pooling-Schichten © Gowin Semiconductor
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